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背景：轨迹数据分析与管理
随着GPS设备的快速发展，城市中可以收集到大量的轨迹数据。

轨迹：描述物体的移动路线的一系列位置构成的时间序列。

传统的轨迹数据分析研究需要大量的特征工程并且针对特定任务设计不同的

模型，这使得它们难以迁移到不同的应用中去。

出行时间预测轨迹聚类轨迹异常检测

轨迹数据的分析与管理是工程界的热门话题，包括若干典型的任务和应用。



背景：轨迹数据分析与管理

p传统轨迹数据挖掘

• 严重依赖领域专家的先验知识和经验，设计人工特征工程，代价较高。

• 需要为不同的任务开发独特的模型，需要大量的标记数据。

• 特定任务设计的模型难以迁移到其他任务当中去。

p轨迹表征学习

• 旨在将原始轨迹转化为通用的低维表征向量。

• 可以应用于多样的下游任务，而不是局限于某个特定任务。
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各领域自监督学习方法

p自监督的方法主要包括生成式、预测式和对比式方法
p生成式：编码器将输入x编码成z，解码器从z重构x，e.g., AutoEncoder

p预测式：可以看做是生成式，根据输入x构造标签，从z预测这个标签，e.g., MLM

p对比式：构造正负样本，使学习到的表征保持原始数据的相似/不相似关系

p自监督学习方法

p CV：Deep InfoMax，SimCLR，MoCo，SwAV…

pNLP：GPT，BERT，ALBERT，TSDAE，ConSERT，SimSCE…

p图：GAE，GVAE，DGI，InfoGraph…

p时间序列：CPC，TS-TCC，TS2Vec，CoST…



基于轨迹重构的轨迹表征学习

p轨迹重构
• 描述物体的移动路线的一系列位置构成的时间

序列

• 骨干网络：通用的序列建模的模型，循环神经

网络LSTM、Transformer等。

• 使用序列到序列（Seq2Seq）模型，基于轨迹

的重构任务生成轨迹表征。

p不足
• 仅把轨迹看做当做普通的序列数据（空间轨迹）

• 忽略了其中的时间规律



针对特定任务的轨迹表征学习

p轨迹相似度计算
• 传统做法：动态时间规整距离 (DTW)， 最长公共子序列距离 (LCSS）等

• 假设轨迹长度平均为�，则传统轨迹距离计算的时间复杂度一般是平方级别的复杂度，即� �� 

• 表征做法：学习轨迹表征，以表征向量的距离代表轨迹的距离

• 假设轨迹表征向量的长度为d，则时间复杂度一般为线性复杂度，即� � 

• 针对特定任务的训练：设轨迹为��和��，模型学习一个函数� ��, �� ，给定某个距离指标�，模

型的目标即使得 � ��, �� –� ��, ��  最小

p不足
• 不适合跨任务的迁移



基于两阶段法的通用轨迹表征学习

p两阶段学习
• 车辆的移动受到路网结构的制约，车辆的轨迹可以看做一系

列路段构成的时间序列

• 第一阶段中，采用图表示学习模型来学习路段的表示向量

• 第二阶段中，采用具有自监督任务的序列学习模型来将同一

轨迹中的路段表示向量转换为轨迹的表示向量

p优势
• 把城市路网的静态信息纳入到模型学习的轨迹表征中

p不足
• 仅把轨迹看做当做普通的序列数据，忽略了时间信息

• 仅考虑静态路网的空间结构，忽略了旅行语义

轨迹

路网



现有方法的不足

旅行语义 时间规律

旅行语义：轨迹中蕴含着人类的移动模式，过去的工作仅考虑了静态路网，而忽

略了动态的道路访问频率等必要信息。
时间规律：一方面轨迹受到城市交通的周期性时间模式的影响，另一方面轨迹采样

点之间的时间间隔是不规律的，取决于道路动态的拥堵程度。
预训练任务：过去的工作采用的简单轨迹重构以及轨迹掩码预测没有充分考虑轨迹

中的时空特性。
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问题定义

路网

GPS轨迹

路网限制的轨迹

轨迹表示学习

道路网络构成的有向图，节点是路段，边是路段之间的连接

GPS点的序列，包括每一个点的经度、纬度和时间戳

路段序列和对应的访问时间戳，由GPS轨迹经过路网匹配后得到

轨迹表示学习的目的是将轨迹转换成通用的低维度的表征向量，以应用于多样的下游任务中。

本研究针对路网限制的轨迹。



START: 两阶段轨迹表征自监督模型



START: 轨迹模型增强的图神经网络模型（阶段 1）

聚合道路必要特征，得到初始路段向量ℎ�：

融合路段转移概率的注意力分数计算：

6类特征：道路类别、长度、限速、车道数、入度、出度

结合道路�和�的基本特征ℎ�和ℎ�以及�和�之间的转移

概率���
�����，计算注意力分数���和归一化后的��� 。

路段之间转移概率的计算：



START: 轨迹模型增强的图神经网络模型（阶段 1）

聚合邻居路段的表征：

多头注意力：

根据归一化的注意力分数���加权聚合邻居路段的表征，

得到更新后的道路表征ℎ�

引入多头注意力机制，平稳训练过程，引入多方面的信息



START: 时间感知的轨迹编码器（阶段 2）

（b-1）轨迹时间模式抽取模块：

使用两个时间表征向量，分别编码time-of-day和day-of-week的时间周期性



START: 时间感知的轨迹编码器（阶段 2）

（b-2）时间间隔感知的自注意力模块：

用于编码轨迹中的上下文信息，将轨迹序列中的所有路段的表征转换成轨迹的表征，

并融合轨迹访问时间戳的不规则的间隔信息。



START: 时间感知的轨迹编码器（阶段 2）

标准自注意力机制

时间间隔感知的自注意力模块

融合时间间隔信息的自注意力机制

△是自适应时间间隔矩阵，其中的每一个元素用

于衡量轨迹中各路段之间的影响程度。

给定两个路段，其时间间隔越小则相互之间的影

响就越大，也就是矩阵对应位置的值越大。



START: 时间感知的轨迹编码器（阶段 2）

原始的时间间隔矩阵：

时间间隔感知的自注意力模块

引入减函数，实现“间隔越大，影响越小”

引入自适应参数，使得时间间隔矩阵可学习

把时间间隔信息注入到注意力的计算中



START: 时间感知的轨迹编码器（阶段 2）

多头注意力：

时间间隔感知的自注意力模块

连接多个头的输出，进行线性变化，得到注意力的输出

前馈神经网络：

两层前馈神经网络结合����激活函数得到最终输出

表征池化：

对顶层的路段表征序列� ∈ ℝ � ∗�进行平均池化，得

到整条轨迹的表征向量 � ∈ ℝ�。



START: 自监督训练任务

连续掩码预测：从轨迹中选取若干连续的子序列进行掩码，使用模型对掩码掉的路段进行预测。

轨迹对比学习：对比学习的主要目的是拉近语义相近的正样本之间距离，推远负样本的距离。

通过考虑轨迹的时空特性，设计4种轨迹数据增强方案，生成对比学习的不同

视图，通过对比学习，学习感知轨迹语义的表征。



START: 轨迹数据增强

轨迹截断： 从轨迹的首或尾随机截断一部分的路段序列。（空间维度）

时间偏移： 从轨迹中选取一部分路段，根据其历史平均通行时间，将对应的时间戳

进行偏移。（时间维度）

轨迹掩码： 从轨迹中选取若干连续的子序列进行时空的掩码。（时空维度）

Dropout： 通用的数据增强方案，对轨迹表征使用Dropout，即随机置为0。 （时空维度）



START: Loss函数设计

连续掩码预测：引入了一个全连接层来预测掩码的路段，使用交叉熵作为训练的loss。

轨迹对比学习： 使用InfoNCE loss，根据Batch内的负样本计算对比学习的loss。

Batch内的N个样本，通过数据增强得到N个增强样本，构成了N对正样本，而

每一个样本，跟Batch内除了正样本之外的2N-2个样本构成负样本对。

联合预训练：
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实验数据

路网匹配

去掉噪声点

原始轨迹 处理后的轨迹

路网数据

最终数据集



下游任务

出行时间预测： 实验设置：在轨迹表征的基础上，接入一个全连接层，来预测出行时间。

微调：使用MSE进行微调。

评估指标：MAE/RMSE/MAPE

轨迹分类：

轨迹相似度计算：

实验设置：根据特定的标签对轨迹进行分类，北京（载客状态二分类），波尔

图（司机ID多分类）。在轨迹表征的基础上，接入一个全连接层，来预测类别。

微调：使用交叉熵损失进行微调。

评估指标：多分类（Micro-F1, Macro-F1, Recall@5）

     二分类（ACC, F1, AUC）

最相似轨迹查询和Top-k相似轨迹查询。

微调：不需要微调。

评估指标：最相似（Mean Rank, Hit Ratio@1, Hit Ratio@5）

     Top-k （Precision）即Top-k结果的覆盖率



性能实验

对比8个基线模型，有较大程度的提升！



预训练效果的验证（1）

通过对比引入预训练后的模型以及不引入预训练而采用有监督训练的模型发现：

预训练可以显著减少数据的使用

（1）使用同样的数据量，预训练模型始终优于有监督模型，数据越多现象越明显。

（2）预训练模型使用更少的数据量，即可以超过有监督模型（更多数据）的性能。



预训练效果的验证（2）

通过将在一个大规模数据集上预训练的模型，迁移到一个小数据上进行微调，发现：

（1）在北京和波尔图分别训练模型，迁移到Geolife数据集上，性能有显著提升

（2）在Geolife上训练模型，同样在Geolife上微调，性能有一部分提升

（3）基线模型Trembr的跨数据集迁移，性能无提升，甚至有副作用

预训练通过知识迁移，可以实现跨数据集甚至是跨路网结构的迁移，

以提升小数据集的性能，解决训练数据不足的问题



效率实验

轨迹编码效率： 仅需25s可以将10万条轨迹编码成向量进行存储。

相似度计算效率： 超过传统的相似度计算方法至少一个数量级。（DTW/EDR/LCSS等）

相似度计算性能： 模型学到的轨迹表征不需要进行微调，就可以直接计算向量的欧氏距离以代表

轨迹的相似度。相似度查询的准确率超过传统算法。 （DTW/EDR/LCSS等）



结论

我们提出了一个两阶段的轨迹表征学习方法，将时间规律和旅行语

义融合到学习到的轨迹表征中。

我们设计了两个自监督预训练方法来训练我们的模型，相比于以往

的方法，充分了考虑了轨迹的时空特性。

模型的性能有明显的优势，并且从实验上验证了所提出的预训练任

务可以减少数据的使用，并且预训练后的模型可以实现跨数据集甚

至跨路网结构的迁移，有助于解决现实应用的数据不足问题。



谢谢观看！
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